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摘要  随着电子商务的兴起, 用户在网购的同时留下了大量的评论。用户评论通常包含丰富的用户兴趣和项目属性等语义信息, 
反应了用户对项目特征的偏好。近年来, 许多基于深度学习的方法通过利用评论进行推荐, 并取得了巨大成功。这些工作主要

是采用注意机制来识别对评分预测很重要的词或方面。它们单一的从评论中提取特征信息, 并通过用户和物品的特征交互得到

预测分数。然而, 过度的聚合可能会导致评论中细粒度信息的丢失。此外, 现有的模型要么忽略了用户和项目评论的相关性, 要
么只在单个粒度上构建评论特性交互, 这导致用户和项目的特征信息不能被有效而全面地捕获。针对上述问题, 在本文我们考

虑通过从评论的多个粒度捕获特征信息, 然后为用户和物品进行多粒度下的特征交互, 可以实现更好的评分预测和解释性。 
为此, 我们提出了一种新的用于评分预测的细粒度特征交互网络(FFIN)。首先, 模型并没有将用户的所有评论聚合成一个

统一的向量, 而是将用户和物品的每条评论单独建模, 通过堆叠的扩展卷积分层地为每个评论文本构建多层次表示, 充分地捕

获了评论的多粒度语义信息; 其次, 模型在每个语义层次上构建用户和物品评论的细粒度特征交互, 这有效避免了单粒度交互

导致的次级重要信息被忽略的问题; 最后, 由于用户的评论行为通常是主观且个性化的, 我们没有使用注意力机制来识别重要

信息, 而是通过类似于图像识别的层次结构来识别高阶显著信号, 并将其用于最终的评分预测。我们在 6 个来自 Amazon 和 Yelp
的具有不同特征的真实数据集上进行了广泛的实验。我们的结果表明, 与最近提出的最先进的模型相比, 所提出的 FFIN 在预测

精度方面获得了显著的性能提升。进一步的实验分析表明, 多粒度特征的交互, 不仅突出了评论中的相关信息, 还大大提高了评

分预测的可解释性。 
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Abstract  With the rise of e-commerce platforms, users left a large number of reviews while shopping online. These re-
views usually contain rich semantic information about user interests and item attributes, reflecting user preferences for 
item features. In recent years, many deep learning-based solutions have been proposed by exploiting reviews for recom-
mendation, and have achieved great success. The attention mechanism is mainly adopted in these works to identify words 
or aspects that are important for rating prediction. They singularly extract feature information from reviews, and obtain 
prediction ratings through the feature interaction between users and items. However, excessive aggregation may result in 
the loss of fine-grained information in reviews. In addition, the existing models either ignore the relevance of user and 
item reviews or construct review feature interactions only at a single granularity, which results in the features information 
of users and items not being captured efficiently and comprehensively. In order to address the above issue, in this paper we 
consider that by capturing feature information from multiple granularities of each review, and then performing feature in-
teractions at multiple granularities for users and items could enable a better rating prediction with explainability. 

To this end, we propose a novel fine-grained feature interaction network (FFIN) for rating prediction in this paper. In 
the first place, instead of aggregating all the user’s reviews into a uniform vector, the model deals with each review for the 
user and the item separately, and construct a multi-level representation for each review text hierarchically by stacked ex-
tended convolution, which adequately captures the multi-granularity semantic information of the review. In the second 
place, the model constructs the fine-grained feature interaction of user and item reviews at each semantic level, which ef-
fectively avoids the problem that secondary important information is overlooked due to single-grained interaction. In the 
end, the user’s review is usually subjective and personalized, instead of using the attention mechanism to identify impor-
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tant informations, the high-order salient signals are identified by a hierarchical structure similar to image recognition and 
used in the final rating prediction. Extensive experiments are conducted over six real-world datasets with diverse charac-
teristics. Our results demonstrate that the proposed FINN obtains substantial performance gain over recently proposed 
state-of-the-art models in terms of prediction accuracy. At the same time, further experimental analysis shows that the in-
teraction of multi-granularity features not only highlights the relevant information in the reviews, but also greatly improves 
the interpretability of the rating prediction. 

Key words  feature interaction; review recommendation; multi-granularity; convolutional neural network 

 
 
 
 

1  研究背景 

现如今, 许多社交媒体网站和电子商务系统都

允许用户通过撰写评论文本的方式来表达其对所购

买商品或服务的使用体验, 同时还倡导进行数字评

分[1-4]。这些评论文本中包含的丰富信息可以揭示商

品的特征以及每个用户的偏好, 并在增强平台推荐

系统的个性化方面起到了越来越重要的作用。目前, 

许多推荐系统都是利用评论文本来获得更好的评分

预测性能, 而不是使用原始而稀疏的用户-物品评

分[5]。 

早期的研究侧重于主题建模[6-7]或非负矩阵分

解[8-9]来推导评论文本中的潜在特征。相比较于传统

的基于用户-物品交互[10-13]的协同过滤模型, 这些技

术具有一定的优越性, 并能获得更好的推荐性能。然

而, 由于这些工作使用了词袋表示[14-15]模式而没有

考虑评论上下文信息, 导致出现了明显的信息损失。 

随着深度学习在自然语言处理等领域取得的巨

大成功, 许多基于该技术的推荐模型极大的提高了

评分预测的性能。在这些工作中, 卷积神经网络[16-18]

架构分别从用户和物品对应的评论中提取潜在特

征。通过使用一个密集的词嵌入矩阵来表示评论, 随

后应用一个固定大小的滑动窗口来捕获上下文信

息。基于卷积神经网络的技术更好的促进了对评论

中语义信息的理解, 导致对现有基于词袋模式的评

分预测方法的显著改进。然而, 一个饱受诟病的缺点

是人们难以有效的理解神经网络所提取的特征, 这

限制了推荐系统的可解释性[19-21]。 

基于评论的推荐系统的关键在于对评论文本中

不同粒度信息的捕获。通常而言, 同一用户对不同物

品往往具有不同的偏好, 这些偏好都反映在他所撰

写的评论中。同时, 评论中的重要语义特征被隐含在

不同粒度的文本片段中。图 1 中的举例说明了这一

问题。不同粒度的文本(如: 单词、短语和句子)可以

揭示用户对不同物品的偏好。例如单词: “best”、

“great”、“disappointing”; 短语: “quality great battery 

life”、“screen looks amazing”和句子: “I usually go 

with product red but it looked a bit orange this year.”。 

 

图 1  评论中的多粒度举例 

Figure 1  Multi granularity examples in the reviews 
 

然而, 现有的工作通常通过整合用户和物品的

评论文本来为每个用户或物品学习单一的特征向量,

然后通过因子分解等手段来实现评分预测。例如, 

Seo 等人[22] (D-Attn)利用具有局部和全局双重注意力

的卷积神经网络来建模用户偏好或物品属性, 并生

成两个角度的用户和物品的特征向量。然后, 通过聚

合各自的特征向量, 模型生成了具有可解释性的用

户和物品表示用于评分预测。Lu (TARMF)等人[23]通

过优化过的矩阵分解和基于注意力的 GRU[24]网络, 

从历史评分和评论文本中学习用户偏好和物品属

性。Liu (DAML)等人[25]基于评分和评论提出了一种

双重注意相互学习模型。通过局部注意力和相互注

意力来共同学习评论的特征, 以增强模型的可解释

性。然后将评分特征和评论特征集成到一个统一的

神经网络模型中, 通过神经因子分解机实现特征的

高阶非线性交互, 完成最终的评分预测。尽管这些模

型在推荐性能上有所提高, 但在捕捉细粒度的用户

偏好和物品属性方面存在着局限性, 因为它们仅仅

是为用户物品分配一个单一的特征向量, 导致评论

中多个粒度下的信息没有被明显的捕获。 

在本论文中, 提出了一种细粒度特征交互网络

(FFIN), 它是一种新颖的基于评论的推荐体系结构, 

能够解决上述问题。FFIN 的优势在于两个核心:多层

次的用户/物品表示和细粒度的特征交互。该模型不

是用单个抽象向量来表示每个用户, 而是在一个统

一的模块中使用分层扩展卷积来构建基于评论的多

层次表示。通过分层叠加扩展的卷积, 每一层的接收
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输入宽度呈指数增长, 而参数的数量仅线性增加。同

时, 每一层的输出被保留为跨不同长度的文本段的

特征映射, 不会因为没有使用任何形式的池化或步

进卷积而造成覆盖损失。通过这种方法, 模型可以在

不同粒度上通过局部相关性和长期依赖性逐步获得

评论中的语义特征, 包括词、短语和句子层次。 

此外, 为了避免信息丢失, FFIN 在每个语义粒

度上构建用户评论和物品评论的特征交互。评论的

多粒度特征在不同的层次展现了不同的信息, 基于

此的多粒度特征交互不仅提高了模型的准确性, 还

避免了单粒度交互导致信息丢失的局限性。在实际

应用中, 该模型基于评论文本的分层表示方法, 对

每一对评论分别从词到句的层次上构建一个关联矩

阵。通过这种方式, 可以识别用户和物品评论中隐含

的多个粒度特征, 并以最小的损失进行交互, 从而

为预测准确的评分提供足够的内容相关性线索。然

后, 将每个粒度的评论对的多个关联矩阵合并成一

个 3D 图像, 其通道表示不同粒度下用户和物品评论

特征交互的相关程度。通过类似于基于 3D 卷积的图

像识别层次, 识别高阶显著信号来预测用户对物品

评分。模型在亚马逊和 Yelp 的真实数据集上进行了

广泛的实验。结果表明 FFIN 在评论推荐方面具有的

优越性。此外, 在一系列的分析实验中发现了 FFIN

能够有效的构建多个粒度特征的交互, 突出了评论

中的相关信息, 提高了评分预测的可解释性。综上所

述, FFIN 的优点在于: (1)以多层次扩张卷积结构来

编码用户和物品评论, 避免了评论中细粒度信息的

丢失; (2)在多个粒度下构建用户和物品评论的特征

交互, 并使用 3D 卷积来融合处理多粒度信息, 有效

的突出了评论中多个粒度下的相关信息; (3)不仅在

性能方面有优越性, 还具有强力的可解释性。 

2  相关工作 

基于评级的预测始终是推荐系统研究的热

点 [26-28]。在这一问题上的主要研究思路是紧紧围绕

着评分预测来持续展开的, 而且截至目前已有许多

优秀的模型在这一课题上取得了优秀的表现。早期

研究中, 矩阵分解(Matrix Factorization, MF)是相当

主流且受欢迎的方法。它能够通过利用用户和物品

的潜在特征来建模用户的显式反馈。例如, 经典的

Probabilistic Matrix Factorization(PMF)[29]以中线性因

子作为模型的基础来展开讨论, 它使用与用户相关

的系数, 将用户的偏好建模成一个系列向量的线性

组合。随后研究者们发现, 隐式反馈信息同样有助于

用户的偏好建模, 因此提出了 SVD++[30], 该方法认

为, 除了用户对项目的显式历史评分记录具有偏好

显示外, 浏览或收藏等隐反馈信息一定程度上同样

可以从侧面反映用户的偏好, 但当该数据数量大且

稀疏的时候, 推荐结果就表现得不那么令人满意; 

矩阵分解的另一个缺点是无法为模型提供可解释性, 

当用户与物品产生显式交互时, 尽管模型能够预测

得到用户可能给出的评分, 但是却无法解释是什么

因素在起作用。 

随着深度学习技术的发展, 在评分预测的任务

上又产生了新的生机。ConvMF[18], 它将矩阵分解和

神经网络相结合, 在使得用户隐向量与项目隐向量

做内积尽可能逼近真实评分的同时, 对物品隐向量

做了约束, 也就是让物品隐向量跟 CNN 学得的特性

尽可能的接近。为提高评分预测推荐系统的可解释

性, DeepCoNN[31]首次提出了一个分别建模用户评论

和物品评论的模型。它使用了卷积神经网络分别以

并行的形式对用户和物品对评论文本进行处理, 最

后利用因子分解机实现评分对预测。ANR[2]模型旨在

从多角度(Aspect)来建模用户和商品。它将不同的理

解角度抽象为模型的不同参数, 这使模型可以通过

隐式的方式来抽取评论文本中的 Aspect。NARRE[5]

模型在基于用户和物品的并行结构的基础上利用注

意力机制实现了对每一条评论的贡献的判定, 也就

是判别哪些评论对用户的偏好建模是更有用的。 

形式上看, 深度学习阶段的模型都是通过并行

地对评论文本提取特征来最终得到评分预测结果。

但是这些工作只是单方面的为评论文本提取了特征

表示, 并基于此做单粒度的特征交互, 这难免会丢

失文本中的重要信息。因此, 如何充分挖掘文本中各

粒度的有用信息, 并以此来实现特征的多粒度交互

将是我们的工作重点。 

3  基于细粒度特征交互的推荐模型 

该模型有两个并行的神经网络组成, 一个用于

对用户评论集合进行建模, 另一个用于物品评论建

模。为了清楚起见, 本文的主要符号总结在表 1 中。

首先, 用户和物品评论都是通过词嵌入的方式转换

成连续的词向量矩阵。随后, 这些词向量矩阵被输入

到层次扩张卷积结构中进行编码, 并输出多粒度的

评论表示。接下来, FFIN 计算多个粒度下的用户和物

品评论表示的关联矩阵; 将这些关联矩阵融合成一

个3D交互图像, 并执行3D卷积操作, 输出高阶显著

信息。最终, FFIN 将这一高阶显著信息输入到因子分

解机中实现评分预测。用于评分预测的细粒度特征

交互网络(FFIN)的结构, 如图 2 所示。 
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表 1  相关变量注释表 

Table 1  Comment table of related variables 
N
uS  用户对应的原始评论文本集合 

M
iS  物品对应的原始评论文本集合 

N  用户和评论集合的评论数量 

M  物品评论集合的评论数量 

ls  评论文本在 l 粒度下的特征表示 

n
us  第 n 个用户原始的评论文本 

m
is  第 m 个物品原始的评论文本 

, [ , ]l
n mA i j  

用户与物品评论中第 i 个特征与第 j 个特征在 l 粒

度下的相关性 

,û ir  用户和物品交互的预测评分 

本小节将依据图 2 展示的模型结构依次描述本

论文提出的细粒度特征交互网络(FFIN)。首先, 本节

对基于评论的推荐问题进行了定义; 其次, 详细描

述了评论表示模块中层次扩张卷积结构对原始评论

文本的编码过程; 再次, 展示了用户和物品的多粒

度的评论表示特征的交互过程; 最后, 介绍了一个

带有因子分解机(FM)的评分预测层实现用户对物品

的评分。 

3.1  问题定义 
基于评论的推荐问题可以表述为: 对于给定的

用户 u 和物品 i, 它们都对应一组原始的评论文本集 

 

图 2  FFIN 模型结构示意图 

Figure 2  Schematic diagram of FFIN model structure 
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合 N
uS 和 M

iS , 其中 N, M 对应用户和物品评论集合的

评论数量。目的是建立一个预测模型, 通过一组用户

和物品的评论集合来预测用户对该物品的评分。设

一组用户和物品评论集合中单个评论的最大长度分

别为 uT 和 iT , 则第 n 个用户和第 m 个物品原始的评

论文本可以分别表示为: n
us  和 m

is  。 

3.2  评论表示模块 
由于用户和物品的多粒度评论表示的产生过程

是类似的, 因此本节仅展示单个评论文本的编码步

骤, 且 n
us 简化为 s, 评论长度设为 T。 

受到 Lin 等人[32]所提出的多层扩张卷积结构的

启发 , 本节设计了一种层次扩张卷积 (hierarchical 

dilated convolution, HDC)[33-34]来直接从评论中学习

多个语义粒度的评论表示。 

对于给定的评论文本  1 2, , , Ts w w w  , 模型首

先通过一个嵌入矩阵将其映射为相应的词向量矩阵, 

即  1 2, , , TX x x x  , 其中 d
tx R 是该文本中的第 t

个单词的词嵌入表示, d 是词向量的维度大小。然后, 

HDC 以该词向量矩阵为输入, 捕获评论中的多粒度

语义特征。 

不同于标准卷积在每一步对输入的一个连续子

序列进行卷积, 扩张卷积通过每次跳过  个输入元

素, 而拥有更为广泛的接受域, 其中 是扩张率。对

于上下文中心单词 tx 和大小为 2 1w  的卷积核W , 

扩张卷积操作可以被公式为:  

   
0

ReL U
w

t t k
k

F x W x b


    
 

       (1) 

其中, 是向量拼接、b 是偏置项、ReLU 是非线性

激活函数。每个卷积层的输出是前一层输入的加权

组合。与 Lin 等人的设置类似, 本模块以 =1 为开始

(等同于标准卷积), 以确保不遗漏原始输入序列中的

任何元素。之后, 通过以更大的扩张率层次叠加扩张

之后的卷积, 卷积文本的长度以指数形式扩展, 只

需使用少量的层和适量的参数就可以覆盖不同接受

域的语义特征。 

此外, 为了防止梯度的消失或爆炸, 模块在每

个卷积层的最后应用层归一化[35]。由于可能会有不

相关的信息引入到长距离的语义单元中, 模型根据

实际验证中的性能设计多层次的扩张率。每个堆叠

层 l 的输出都保存为文本在特定粒度水平上的特征

图, 公式为:  

1
, , , ,

Tl l l l l T f

t
s x x x s R 


           (2) 

其中 f 是每一层卷积滤波器的数量。假设有 L 层堆叠

的 扩 张 卷 积 , 多 粒 度 评 论 表 示 可 以 定 义 为

1 2, , ],[ Ls s s 。通过这种方式, HDC 以较小的扩张率

从单词和短语层次逐步收获词义和语义特征, 以较

大的扩张率从句子层次捕获长期的依赖关系。模型

的评论编码模块不仅在并行能力上优于循环神经网

络, 而且相比于完全基于注意力的方法能够显著减

少内存的消耗。 

经过 HDC 模块编码, 单个用户和物品的多粒度

评论表示可以分别被表述为:  
1 2, , , , uL T fn L n

u u u u us s s s s R             (3) 

1 2, , , , iL T fm L m
i i i i is s s s s R             (4) 

其中, n
us 、 m

is 分别为用户和物品评论集合 uS  、 iS 中

的第 n 个和第 m 个评论文本。 

3.3  特征交互模块 
给定的用户和物品的多粒度评论表示集合

1{ } uN L T fn N
u u nS s R   

  和 1{ } iM L T fm M
i i mS s R   

  , 

模型通过在每个粒度上构建关联矩阵实现用户和物

品之间特征的交互。给定用户和物品的第 n 个和第 m

个多粒度评论表示, 第 l 层粒度的关联矩阵可以通过

如下的点乘运算实现:  

, ,
[ ] ( [ ])

, u i

n m T
T Tl lu i

n m n m
s l s l

A A R
f


         (5) 

其中, [1,2, , ]l L  是语义粒度的数目。 ,
l
n mA 中的元

素 , [ , ]l
n mA i j 代表着用户与物品评论中第 i个特征与第

j 个特征在 l 粒度下的相关性。 

为了总结整个用户和物品的评论中的多粒度特

征, FFIN 将用户和物品的所有交互得到的关联矩阵

融合成一个 3D 交互图像, 公式为:  

 , ,
u i

k i j n m T T
Q

  
Q            (6) 

其中, n×m 代表关联矩阵在单个粒度下的总数量, 3D

交互图像中的每个像素点由以下方式得到:  

, , , 0
[ , ]

Ll
k i j n m l

Q A i j


              (7) 

具体来讲 , 每个像素点都是所有粒度下特征

的拼接向量 , 表示用户与物品在多个粒度下的交

互程度。 

由于用户的评分行为通常是带有主观性的个性

化, 因此在面对不同的物品时会体现出不同的偏好。

受 Wang 等人[34]和 Zhou 等人[36]在新闻推荐和对话系

统问题上的启发, 模型根据类似于图像识别的组成

层次结构, 采用分层的 3D 卷积神经网络[37-40]和最大
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池化操作, 从整个图像中识别出突出的匹配信号。三

维卷积是典型的二维卷积的扩展, 其滤波器和步长

都是三维立方体。形式上, 第 t 层的第 z 个特征图上

的高阶像素在(k,i,j)处的计算方式为: 

 
1 1 1

1,( , ) ( , ) ( )
, , , , , ,

0 0 0

t t tW H R
t zt z t z t

k i j w h r k w i h j r
wz h r

Q ELU K Q b
  


  

  

 
    

 
  

(8) 

其中, ELU[41]是非线性激活函数。 z代表着上一层的

特征图, ( , ) t t tW H Rt zK R   和 ( )tb 和分别是 3D 卷积核

和偏置项, 大小为 t t tW H R  。随后, 通过一个最大

池化操作提取出显著的信息:  

( , )( , ) ( , )

( , ) ( , )
, , : 1 , : 1 , : 1

ˆ max t zt z t z
rhw

t z t z
k i j k k P i i P j j P

Q Q
             

   
 

  (9) 

其中, ( , )t z
wP , ( , )

h
t zP 和 ( , )

r
t zP 是 3D 池化操作的大小。

最后一层的输出是将用户和物品评论之间的综合交

互向量进行拼接, 表示为 ˆ ey R 。 

3.4  评分预测模块 
在本小节中, 模型将上述特征交互模块产生的

预测向量 y输入到全连接神经网络和传统的因子分

解机(FM)[42]中来实现最终的用户-物品评分预测。全

连接神经网络的实现过程可以被公式如下:  

0 0ˆô W b y                (10) 

其中, 0
n eW R  和 0

nb R 分别是全连接网络的权重

参数和偏置项。 

FM 接受一个实值特征向量, 并使用分解参数对

特征之间的相互作用进行建模。其定义如下:  
ˆ ˆ ˆ| | | | | |

, 1
1 1 1

ˆˆ ˆ ˆ ˆ ˆ ˆ ˆ,
o o o

u i i i i j i j
i i j i

r w w v v o o
   

   o      (11) 

其中, ˆ n
j Ro 是实值输入特征向量。 .,. 是点乘操作。

参数 1{ , , }nv v , nv R 是用于建模交互队列 ( , )i jx x

的分解参数。 1ŵ 和
1

ˆ
n

i
i

w

 分别是全局偏置项和线性回 

归组件, FM 的权重参数。FM 的输出 ,û ir 是一个标量,

代表用户和物品交互的预测评分。 

4  实验结果与分析 

在本小节中, 实验在 6 个来自亚马逊和 Yelp 的

具有不同特征的真实数据集上进行了一系列的评估

验证。首先, 本节介绍了 6 个数据集的统计细节、模

型的参数设置以及一些用于对比的基线模型; 随后, 

展示了 FFIN 与对比模型在 6 个数据集上的对比结果

并进行了一些讨论。最后, 从多个角度对模型进行了

定量分析, 并对模型进行了可视化的研究。 

4.1  数据集和预处理 
本实验的数据集有两个不同的来源, 描述如下: 

(1) Amazon Product Reviews[43]: 亚马逊是一个

知名的电子商务平台, 用户可以为他们购买的产品

写评论。本实验依据不同的领域和不同的尺度选择

了 5 个具有不同特征的数据集, 分别是: Musical In-

struments(Music) 、 Video Games(Video) 、 Office 

Products(Office)、Grocery & Gourmet Food(Grocery) 

和 Tools & Home Improvement(Tools)。其中 Tools 是

最大的, 它拥有超过 24 万用户的 200 万的评论, 而

最小的数据集 Music 只有大约 20 万的评论。 

(2) Yelp Dataset Challenge[44]: Yelp 是一个针对餐

馆、酒吧、温泉等企业的在线点评平台。由于原始

数据非常大且稀疏, 本实验对其进行了预处理, 以

确保所有用户和项目至少有 5 个评分。即便如此, 它

仍然是所有数据集中最大的数据集。它包含了大约

20 万用户的 300 多万条评论。 

这些数据集的评分都是从 1~5 的整数。因为评论

的长度和数量具有长尾效应, 本实验统一只保留长度

和数量覆盖 85%的用户和物品。此外, 针对于评论文

本词典的构建, 本实验采用了类似于CARL[21]的方式: 

1)删除停止词和文档频率高于 0.7 的词; 2)选取频率最

高的前 40000 个词作为词汇表; 3)删除每个原始文档

中除词汇表之外的词。数据集信息如表 2 所示。 

 

表 2  六个数据集在预处理之后的统计信息 

Table 2  Statistical information of six data sets after preprocessing 

数据集 
用户 

数量 

物品 

数量 

评分 

数量 

用户评论的平均词 

汇数 
物品评论的平均词汇数 

Musical 27528 10620 231344 128.84 229.70 

Video 55217 17408 497419 163.12 293.65 

Office 101498 27965 800144 98.71 200.67 

Grocery 127487 41320 1143470 99.26 191.04 

Tools 240796 73649 2070309 117.86 216.91 

Yelp16 167150 100139 1217208 133.21 155.20 
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为了评估所有算法的性能, 本文采用了均方误

差(Mean Square Error, MSE), 它被广泛应用于推荐

系统的评分预测任务。均方误差分数越小, 表明模型

的性能更强。给定模型的预测评分 ,û ir 和真实评分 ,u ir , 

均方误差可以被计算如下:  

 2

, ,
1

1
ˆ

N

u i u i
n

MSE r r
N 

           (12) 

其中, N 是在测试集上用户-物品对的样本数量。 

4.2  对比基线 
为了评估模型的评分预测性能, 本节将 FFIN

与目前五种先进的模型进行了比较 , 分别是

PMF[29,45]、NMF[8]、DeepCoNN[31]、DAML[25]和

MPCN[46]。前两种模型在训练时仅使用评分信息, 

后四种模型是具有代表性的评估模型。表 3 列出了

对比模型的差异。 

(1) PMF(Probabilistic Matrix Factorization): 概率

矩阵分解是一种标准的矩阵因式分解方法, 它利用高

斯分布对初始用户和物品的潜在表示进行初始化。 

(2) NMF(Non-negative Matrix Factorization): 它

使分解后的所有分量均为非负值(要求纯加性的描 

述), 并且同时实现非线性的维数约减。非负矩阵分

解仅使用评分矩阵作为算法的输入。 

(3) DeepCoNN(Deep Cooperative Neural Net-

works): 深度协同神经网络可能是研究者们第一尝

试通过深度学习技术来构建基于评论的推荐模型, 

它使用两个并行的卷积架构从用户和物品的评论中

推断潜在的特征表示。用户和物品的特征表示被连

接起来, 并用作因子分解机(FM)的输入, 用于评分

预测。 

(4) DAML(Dual Attention Mutual Learning): 双

重注意相互学习侧重于关注用户和物品评论之间的

局部信息以及两者的交互。通过利用卷积神经网络

的局部注意力和相互注意力的模块, DAML 模型的

可解释性得到增强。然后, DAML 将评分特征和评论

特征整合到统一的框架中, 利用神经因子分解机实

现特征的高阶非线性交互, 完成最终的评分预测。 

(5) MPCN: 这是一种多指针学习方案, 该模型

从用户和项目的评论中提取重要的评论, 然后逐字

匹配它们。它不仅可以利用信息最丰富的评论进行

预测, 还可以进行更深层次的文字互动。 

 
表 3  与基线模型的差异对比 

Table 3  Comparison with baseline model 

差异 PMF NMF DeepCoNN DAML MPCN FFIN 

评分信息 √ √ √ √ √ √ 

评论文本 / / √ √ √ √ 

特征交互 / / / √ √ √ 

多粒度特征交互 / / / / / √ 

 

4.3  参数设置 
本实验将数据集随机拆分为训练集(80%)、验证

集(10%)和测试集(10%)。验证集用于调整超参数, 最

后的性能比较在测试集上进行。基线算法的参数初

始化与相应论文中的参数相同, 然后仔细调优, 以

达到最佳性能。实验在 PyTorch 框架中实现本论文提

出的模型。所有模型都使用 Adam[47]优化器进行训

练。对于所有模型, 实验都进行了 20 个周期的训练, 

一旦模型性能在 5 个周期内没有提高训练将立即停

止, 并将性能最好的模型的测试结果报告在开发集

上。对于基于深度学习的模型: DeepCoNN、DAML、

MPCN 和 FFIN, 学习率从[0.005,0.01,0.015,0.02]选

择。为了避免出现过拟合现象, 模型在[0.1,0.2,0.3, 

0.5,0.7]实验中选择并调整退化率。批处理大小根据

数据集的大小从 50、100 和 150 中选择。评论中词

嵌入的维度为 300, 经过比较该模型使用预训练的

Glove 嵌入向量进行初始化。对于所有使用卷积结构

作为评论编码的模型, 卷积层的滤波器个数设为 100, 

卷积滤波器的窗口大小设为 3。 

对于 FFIN, 受限于 GPU 内存的限制, 实验设置

每个用户和物品的评论集合数量都不得大于 5。实验

测试了以不同扩张率叠加 1~5 个 HDC 层。最终使用

了[1,2,3]三层层次结构(每个卷积层的扩张率), 因为

它在验证集中获得了最佳性能。用于评论表示的卷

积滤波器的窗口大小和数量分别为 3 和 100。对于交

叉交互模块, 模型采用两层合成的方法提取出三维

交互图像的高阶显著特征, 第一、二层三维卷积滤波

器的个数和窗口大小分别为 32-[3,3,3]、16-[3,3,3], 它

们的步长都为[1,1,1]。接下来使用大小为[3,3,3]的最

大池化, 其步长为[3,3,3]。 

4.4  实验结果 
表 4 展示了本论文提出的模型与基线模型的比
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较结果。 

可以做几项观察。首先, 仅利用评分的 PMF 模

型在所有的 6 个数据集上都是最差的。具体到两个 

数据集 Tools 和 Yelp16, 性能差距更加明显。这一点

也同样反映在没有使用评论文本的 NMF 上。这证明

评论中蕴含的语义信息有助于捕获用户偏好和物品

属性。PMF 和 NMF 忽略了评论文本的作用导致它们

在建模用户偏好和物品属性方面出现很大地偏差。 

 
表 4  FFIN 与基线的性能对比(MSE 值) 

Table 4  Performance comparison between FFIN and baseline (MSE value) 

模型 Musical Video Office Grocery Tools Yelp16 

PMF 1.721 1.819 1.983 2.103 2.231 2.574 

NMF 1.685 1.888 1.756 2.013 2.220 2.330 

Deep 
CoNN 

1.322 1.537 1.650 1.401 1.465 1.593 

DAML 1.105 1.274 1.454 1.245 1.313 1.432 

MPCN 0.971 1.255 0.856 1.187 1.106 1.365 

FFIN 1.013 1.145 0.955 1.024 1.100 1.165 

 

其次, 所有的深度学习模型在充分利用评论文

本之后, 性能都出现了明显的提升。这再次印证了评

论文本中语义信息的重要性。作为较早期出现的模

型, DeepCoNN 在所有 6 个数据集上的表现处于最劣

势的位置, 这是合理的, 因为它在特征提取的过程

中仅使用了卷积神经网络来建模评论文本, 没有使

用词级注意力等手段对重要的词和评论进行加权, 

导致其可解释性较差。相比之下, DAML 在均方误差

指标上则要好的多, 它不仅使用了能够突出重要词

的局部注意力机制, 还通过交互注意力机制来动态

的学习用户和物品评论的潜在表示。因此, 相比于

DeepCoNN, 更加具有可解释性。MPCN 通过指针网

络实现的评论级别和词级别的交互, 它不仅可以深

层次地利用信息最丰富的评论进行预测, 还可以进

行更深层次的文字互动。作为目前最先进的模型, 

MPCN 在性能方面都取得了最好的基线效果。 

最后, 如表 3 所示, FFIN 除了 Musical 和 Office

数据集的性能略差一些, 在另外 4 个数据集上都取

得了最佳成绩。FFIN 通过层次扩张卷积来编码原始

的评论, 生成多粒度的评论表示, 最大程度地利用

了评论各个粒度的语义信息。值得注意的是, FFIN 在

Grocery 数据集上获得了显著的改进, 因为 Grocery

是第二稀疏的数据集, 评论信息相对较少(参考表

1)。这表明通过在多个粒度下构建关联矩阵, 用户和

物品评论中难以联系的特征在模型中被挖掘出来, 

从而提高了评分预测性能。即使与 DAML、MPCN

两种最近提出的先进模型相比, FFIN 在均方误差指

标上还是分别获得了 17.6%和 3.6%的整体改进。这

证明 FFIN 能够精确地提取出评论中细粒度的信息, 

从而避免了不必要的信息损失, 这对提升模型评分

的性能是显著的。总体而言, FFIN 能够有效地从评论

中建模这一评分行为, 从而实现评级预测。 

4.5  定量分析 
本节首先讨论了四种不同类型的词嵌入对 FFIN

的性能影响, 即: Word2Vec 嵌入[48]、Glove 嵌入[49]、

Random 嵌入和 BERT 嵌入[50]。图 3 显示了在 6 个数

据集上所有不同的词嵌入的均方误差得分。 

 

图 3  不同类型的嵌入对模型性能的影响 

Figure 3  The impact of different types of embeddings 
on model performance 

 

通过以上数据可以总结以下几点:  

(1) 与 Word2Vec、Glove 和 BERT 3 种预训练好

的词嵌入相比, FFIN在使用Random嵌入时的性能表

现在所有数据集上都是比较差的。这与实际的预期

一致, 因为预训练好的词嵌入总是能够带来更准确

的语义信息。 

(2) 与 Glove 和 BERT 相比, Word2Vec 嵌入在所

有数据集上的表现略微差一些。 

(3) 相对于 BERT 嵌入, Glove 嵌入在所有数据
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集上的表现更好。因此, 本实验选它作为默认的词嵌

入来初始化原始的评论文本。 

本节随后比较了在HDC评论表示模块中扩张卷

积滤波器的数量和堆叠HDC层数的不同组合对模型

性能的影响。图 4 展示了在 Video 和 Office 数据集上

的结果。其中较深的区域代表较大的数值, 这表明模

型性能越差。 

如图 4 所示, 可以很容易的观察到在每层过滤

器数量不同的设置中, 有一个一致的趋势, 即在前

几个堆叠层的时候, 模型性能有一个显著的改善, 

这种增益在当层数到达 3 时, 达到顶峰。然后, 当层

数增长到 5 层时, 性能明显下降了很多。因此, 可以

确定HDC层数的多少对于细粒度信息的提取和推荐

的准确性确实很重要。另外, 还可以观察到在 HDC

层数不断变化的过程中, 模型性能也会出现一个先

上升后下降的趋势。这两种现象出现的原因可能在 

 

 (a) HDC 各层次结构在 Video 数据集上的表现 

 (a) The performance of HDC’s various hierarchical structures on the Video 
data set 

 

 (b) HDC 各层次结构在 Office 数据集上的表现 

 (b) The performance of HDC’s various hierarchical structures on the Office 
data set 

图 4  HDC 各层次结构数据集上的表现 

Figure  The performance of HDC’s various hierar-
chical structures  

于当 HDC 层数和滤波器数量较少时, 模型无法全面

的捕获评论中的细粒度信息; 随着层数和数量的上

升, 模型所捕获语义信息的粒度越来越精细, 因此

模型的推荐性能也在提升。而当 HDC 层数和滤波器

数量过大时, 细粒度信息往往会产生冗余和噪声, 

这无助于模型的性能。 

通过分析, 本实验将 HDC 堆叠的层数和卷积滤

波器数量的最佳设置分别为 3 和 100。在这种情况下, 

每层的卷积滤波器的扩张卷积的接受域在[3-7-13]之

间(扩张率为[1,2,3]), 与评论词序列的平均长度相比, 

通过局部交互的分层组成, 足以对多粒度的语义信

息进行建模。 

本实验进一步探索了带有最大池化操作的三维

卷积神经网络对处理交互图像 Q 的影响。如图 5 所

示为 FFIN 在 6 个数据集的对比结果, 其中 a_b 表示

3D 卷积的层次结构中第一层和第二层的卷积滤波器

数量分别为 a 和 b。 

 

图 5  3D 卷积各层次结构在各个数据集上的表现 

Figure 5  The performance of each level of 3D convo-
lution on each data set 

 

如图所示, 给定第一层的滤波器数量 a, 由于可

以提取更多的高阶信息, 因此性能首先随着第二层

的滤波器数量 b 越大而增加。然后性能开始下降, 可

能是因为模型中引入了更多的噪声模式(如[32_8, 

32_16, 32_32])。此外, 在 b 值相同而 a 值不同的层次

结构中也存在类似的趋势(如[16_8, 32_8, 64_8])。 

本实验还进行了其他验证, 如: 改变 3D 卷积的

层数([1,2,3,4])或者窗口大小([2,3,4])。最终的结果表

明最优的三维卷积层次结构为两层, 第一层卷积滤

波器数量为 32, 窗口大小为[3,3,3]; 第二层卷积滤波

器数量为 16, 窗口大小为[3,3,3]。 

4.6  可视化研究 
本小节进一步研究了构建多粒度评论表示和进

行多粒度特征交互的有效性。 
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图 6 显示了用户和物品评论之间的多粒度交互

矩阵(公式 5), 其中 Ml 表示第 l 层 HDC 输出用户和

物品评论表示的交互矩阵。 

 

(a) 词粒度的交互矩阵M1 

 (a) Word granular interaction matrix M1 

 

 (b) 短语粒度的交互矩阵M2 

 (b) Phrase granularity interaction matrix M2 

 

 (c) 句子粒度的交互矩阵M3 

 (c) Sentence granularity interaction matrix M3 

图 6  交互矩阵 

Figure  Interaction matrix 
 

基于上图中数据观察到, 在第一层的交互矩阵

捕捉到的语义信息主要是词汇相关性。例如

“sounded”、“tone”、“good”、“cheap”、“perfect”和

“price” 这几个词在 M1 中的相关性较高, 并被赋予

了较高的值, 这可能是由于它们在词嵌入编码中具

有相似的同现信息。 

与词粒度不同的是, 短语粒度的交互矩阵 M2 通

常能够识别出更为复杂的语义结构和潜在的长期依

赖。这可以看出, “favorite highlighters”和“best-loved 

highlighters”、“good quality”和“very strong”的交

互区域显著的获得了较大的相关性分数。同样地, 在

更高级的交互矩阵M3 中也具有类似的相关性。“hold 

a uninterrupted crystal clear conversation”和“provide 

crystal clear reception anywhere”、“highly recommend 

them”和“certainly recommend it”这两对句子的表

达具有高度相关的含义。 

综上所述, 本论文提出的模型有能力识别评论

中高度相关的词、短语和句子, 而忽略信息量较少的

部分, 这有利于 FFIN 更准确地捕捉用户偏好和物品

属性。这也充分证明了该模型具有强大的可解释性。 

5  总结 

在本文中, 提出了一种基于多粒度表示和交互

的神经网络推荐架构。与之前的工作首先将用户和

物品的评论整合到一个单一的表示向量中, 然后做

单粒度的交互不同, 本论文提出的模型可以通过在

多层次语义粒度上执行每对评论表示之间的交互捕

捉更细粒度的相关信息。在从亚马逊和 Yelp 收集的

真实数据集上进行的大量实验表明, 该模型具有较

为先进的推荐性能。在一系列的探究实验表明 FFIN

能够构建具有丰富语义的多粒度评论表示, 并能通

过关联矩阵构建全面的交互, 显著地提高了评分预

测的可解释性。在未来, 本研究将尝试利用更多与用

户和物品紧密相关的数据源如: 图片, 来进一步提

升推荐的准确性。 
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