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摘要  随着 AI、5G、AR/VR 等新技术的快速发展, 内容类应用如电子商务、社交网络、短视频等层出不穷, 导致信息过载问

题日益严重。人工智能技术的发展推动了智能算法的爆炸式运用, 作为智能算法的一种, 推荐算法在大数据、应用场景和计算

力的推动下, 通过信息过滤技术, 为用户提供适应兴趣及行为的个性化及高质量的推荐服务, 逐步提高了用户的使用体验、内容

分发效率, 在一定程度上缓解了信息过载的问题。但推荐算法的潜在偏见、黑盒化特性及内容分发方式也逐渐带来了决策结果

不公平性、不可解释性, 信息茧房、侵犯用户隐私等安全挑战。如何提高推荐算法的可解释性、公平性、可信程度等越来越受

到国内外政府监管部门、产业及学术界的重点关注, 推荐系统和推荐算法也由此从发展期进入管制期。为此, 本文针对新闻推

荐领域, 分析推荐算法的稿件画像、用户画像、推荐推送、反馈干预和人工复审等关键要素, 围绕推荐算法生态的参与者, 如内

容生产者、受众、算法模型、新闻平台, 从公平性、可解释性和抗抵赖性三个方面提出了一种新闻推荐算法可信评价体系, 并
进行定量或定性分析。公平性、可解释性和抗抵赖性是正相关关系, 当公平性和抗抵赖性越强、可解释程度越高, 新闻推荐算

法的可信度越高。希望弥补新闻推荐算法领域的可信研究的空白, 建立可信推荐算法生态, 加速安全推荐系统的建立和推广, 同
时为智能算法可信研究提供参考, 为智能算法的监管和治理提供思路。 
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Abstract  With the rapid development of new technologies such as AI, 5G, and AR/VR, the applications on content, such 
as e-commerce, social networks, and short videos et al. have emerged one after another, leading the increasingly serious 
problem of information overload. The development of artificial intelligence technology has promoted the explosive appli-
cation of intelligent algorithms. As a kind of intelligent algorithm, driven by big data, application scenarios and computing 
capability, recommendation algorithms provide the users with personalized and high-quality recommendation services that 
adapt to their interests and behaviors, which has not only gradually improved the user experience and the efficiency of 
content distribution, but also alleviated the problem of information overload to a certain extent. However, the potential 
biases, black-box characteristics and the content distribution methods of recommendation algorithms have gradually 
brought security challenges such as unfairness and inexplicability on the decision-making results, information cocoon and 
the infringement of user privacy et al. How to improve the interpretability, fairness, and trust of recommendation algo-
rithms has been paid more and more attention from the regulatory agencies of governments, industries and academia at 
home and abroad. Therefore, the recommendation systems and recommendation algorithms enter the regulatory period 
from the development period. To this end, in the news field, by analyzing the key elements of the recommendation algo-
rithm, such as manuscript portraits, user portraits, recommendation, feedback and interventions, and manual reviews, fo-
cusing on the participants of the recommendation algorithm ecology, such as the content producers, the audiences, the al-
gorithm models and the news platform, this study proposes a trust evaluation system for the news recommendation algo-
rithms based on fairness, interpretability and anti-denying. At last, we carry out the qualitative or quantitative analysis. 
Fairness, interpretability, and anti-denying are positively correlated. When the fairness and anti-denying are stronger and 
the interpretability is higher, the trust of the news recommendation algorithm is higher. It is expected to fill the research 
gaps in the study of the trust of news recommendation algorithms, establish a trust recommendation algorithm ecology, 
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accelerate the establishment and promotion of secure recommendation systems, provide a reference for research on the 
trust of intelligent algorithms, and provide better ideas for the supervision and governance of smart algorithms. 

Key words  news; recommendation algorithm; trust evaluation system; fairness; interpretability; anti-denying 

 
 
 
 

1  引言 

信息过载的概念于 1964 年首次被提出[1], 但直

至 21 世纪进入大数据时代后, 随着 AI、5G、AR/VR

等新技术快速发展, 电子商务、社交网络、短视频等

新应用层出不穷, 互联网中每天产生海量的新闻、商

品、视频、音乐等信息, 信息过载问题日益严重。据

中国互联网络信息中心(CNNIC)发布的《第 47 次中

国互联网络发展状况统计报告》[2]统计, 截至 2020

年 12 月, 我国网民规模达 9.89 亿, 其中网络新闻用

户规模达 7.43 亿, 网络购物用户规模达 7.82 亿, 网

络视频用户规模达 9.27 亿。数据规模呈现爆发式增

长, 根据国际数据集团(IDC)2018年在文献[3]中预测, 

2025 年全球数据总量预计增至 175ZB, 将是 2018 年

的 5 倍左右。如何从海量信息中获取价值内容是互

联网信息服务平台和用户关心, 且迫切需要解决的

问题。因此, 作为信息过滤的有效工具, 推荐算法应

运而生。推荐算法旨在从过载的信息中, 通过信息过

滤筛选技术, 为用户推荐其感兴趣的高质量内容。在

大数据、应用场景和计算力的推动下, 作为人工智能

分支之一, 推荐算法在电子商务、新闻等领域得到了

广泛的应用, 不仅提高了信息分发效率, 还一定程

度上缓解了信息过载问题; 通过解读用户个体兴趣, 

进行个性化智能推荐的同时, 给互联网信息服务提

供商带来极大的商业价值。 

互联网推荐算法和推荐系统的发展历程, 可分

为萌芽期、发展期和管制期 3 个阶段。萌芽期起始

于 1990 年, 哥伦比亚大学 Jussi Karlgren 首次提出推

荐系统[4]的概念, 此后, 明尼苏达大学的 GroupLens

研究组于 1994 年推出名为 GroupLen[5]的新闻推荐系

统, 提出协同过滤的思想, 1997 年的基于内容协同过

滤算法[6], 2003 年的基于物品协同过滤算法[7]也相继

问世。2006 年北美在线视频服务提供商 Netflix 举办

的推荐算法竞赛, 极大地推动了推荐系统的发展。此

次比赛标志着推荐系统进入发展期。此后, 面向不同

应用场景的推荐算法犹如雨后春笋涌现, 效果不断

得到提升, 诸如提出矩阵分解方法实现推荐任务的

FunkSVD[8], 首次将深度学习技术与推荐技术结合

的 RBCF 算法[9], 首次从概率角度构造 MF 模型的

PMF[10], 结合社交信息[11-12]、基于信任方法[13]、引入

注意力机制[14]等以提高推荐算法效果和性能。2016

年深度学习技术被全面应用于推荐系统领域。

YouTube 将深度神经网络方法应用于推荐系统中, 

打造的工业级推荐系统[15], 实现了大规模内容的高

质量推荐,为后续工业级推荐系统的优化开拓了思

路。近年来, 随着推荐算法应用领域的日益广泛, 为

用户提供基于行为习惯和兴趣偏好的个性化推荐, 

极大地提高了用户体验的同时, 逐渐引起的算法偏

见、用户隐私问题、信任问题、可解释性、公平性

越来越受到用户、相关监管部门等各方的关注, 《网

络信息内容生态治理规定》[16]的实施标志着我国进

入推荐算法管制期。 

互联网新闻是推荐算法应用最为广泛的领域之

一, 用户规模大、垂直平台类型繁多, 已成为帮助网

民获取信息的主流方式。新闻平台通过推荐算法改变

了新闻内容分发方式, 在给网民带来信息筛选便利的

同时, 也带来了价值观缺失、信息茧房、算法偏见等

问题。为了防止互联网新闻信息运营和服务平台成为

传播不良内容传播的帮凶, 警惕算法决定内容、算法

偏见, 迫切需要研究新闻推荐算法的公平性、可解释

性等, 提高新闻推荐算法的透明性和可信程度。 

算法模型机理透明, 推荐内容健康、公平、可解

释, 对安全问题抗抵赖是构建可信新闻推荐算法的

必备条件。可信新闻推荐算法是建立安全新闻推荐

系统及优化推荐结果的核心技术。本文研究具备可

解释性、公平性、抗抵赖性的可信新闻推荐算法, 对

加速安全推荐系统的建立和推广, 建立可信推荐算

法生态, 极具理论意义和应用价值。 

本文组织结构如下: 第 2 章扼要介绍了新闻推

荐算法的关键要素及分类; 第 3 章梳理分析新闻推

荐算法的风险情况及国内外应对现状; 第 4 章提出

新闻推荐算法可信评价指标体系; 第 5 章对全文进

行了总结, 并提出下一步研究计划。 

2  新闻推荐算法关键要素及分类 

2.1  新闻推荐算法关键要素 
作为推荐系统的核心, 新闻推荐算法的关键要

素, 按照根据推荐系统运行过程, 分为稿件、用户和

推荐策略, 具体细分为稿件画像、用户画像、推荐推

送、反馈干预和人工复审。 

新闻稿件的内容形式包括文本、图片、视频。

稿件画像是利用文本和多媒体分析技术对稿件的内
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容进行挖掘和分析, 生成结构化和分级分类的稿件

模型。稿件画像通常分为两个维度, 主题标签和质量

标签, 主题标签包括历史、时尚、教育、娱乐等多级

标签, 质量标签包括正能量、违法不良、低俗、猎奇

/易反感、标题夸张、评论指向等类别。对稿件的内

容分析可借助分类器模型、主题模型、实体识别模

型、嵌入模型进行内容分类、主题挖掘、角色识别、

嵌入语义分析。通常, 推荐算法利用人工标注稿件和

用户反馈信息作为训练样本, 训练稿件画像模型。 

用户画像 , 是将用户信息特征的向量化表示 , 

用于个性化推荐和精准营销的有效工具。在新闻推

荐领域, 用户画像特征体系主要包括人口属性、兴趣

属性、行为属性、社交属性和风险控制。其中人口

属性主要包含性别、职业、年龄、婚姻状况等, 人口

属性相关的标签相对比较稳定, 在较长时间内不需

要更新。兴趣属性旨在描述用户兴趣爱好, 具有较强

的时效性, 包括长期和短期兴趣。行为属性是另一种

刻画用户的常见维度, 可以用以挖掘用户偏好和特

征。社交属性被用于了解用户的家庭成员、社交关

系、社交偏好、社交活跃程度等。风险控制旨在通

过统计账号风险、失信风险、潜在问题用户、无效

渠道等信息, 从根源上防止不良内容的产生和传播。 

按变化频率, 用户特征分为静态特征和动态特

征, 静态特征一般指通常很少发生变化的用户基本

属性信息, 如性别、年龄、职业等; 而动态特征通常

指与用户兴趣偏好相关, 在时间和空间上是动态变

化的特征。按照数据提取和处理维度, 用户特征分为

事实特征、模型特征和预测特征。事实特征是指从

原始数据中直接提取的用户基本信息, 不需要使用

算法模型, 实现简单。模型特征指通过定义规则, 建

立模型计算得到的特征实例。预测特征是基于用户

的基本信息属性、行为属性、社交属性, 利用机器学

习、深度学习等技术预测的特征。 

用户画像构建方法包括两类, 基于统计和基于

模型的用户建模[17]。基于统计的用户建模方法, 主要

是利用统计方法, 对用户人口属性、历史行为等数据, 

将统计结果进行量化和分析。基于统计的构建方法, 

简单易实现, 主要应用于结构化信息, 不适用于文

本、图片、音视频等非结构化数据。基于模型的构

建方法是利用机器学习、深度学习等方法, 针对结构

化和非结构化数据, 学习和构建高维稠密向量, 在

当前推荐系统中得到广泛应用。 

推荐推送技术架构包括召回、排序、重排三个

阶段。稿件召回阶段, 考虑用户兴趣偏好、热门内容

等多种因素, 通过多路召回进行稿件初筛, 主流召

回方法包括基于内容(Content-based)[18]、协同过滤

(Collaborative Filtering)[19]、基于知识 (Knowledge- 

based)[20]、混合推荐[6]等传统方法, 基于 FM 模型

(Factorization Machines, FM)[21]、基于深度神经网络

(Deep Neural Networks, DNN)[22]等深度学习方法。训

练模型包括离线模型和实时模型, 分别利用时效性

是否敏感的标签进行训练, 以更新推荐模型; 第二

阶段是排序, 排序是推荐系统关键环节, 常用模型

包括逻辑回归(Logistic Regression, LR)、梯度提升决

策树(Gradient Boosting Decision Tree, GBDT)、FM、

深度神经网络 (Deep Neural Networks, DNN) 、

Pointwise 等。排序完成后, 进入重排阶段, 根据业务

需要和安全策略, 一般需要进行强插过滤、打散, 保

证推荐结果的多样性, 常见的重排模型有循环神经

网络(Recurrent Neural Network, RNN)、Transformer。 

反馈干预主要通过实时收集统计用户阅读、评

论、转发、分享等正面反馈, 不喜欢、举报、负评等

负面反馈, 更新至推荐模型中实时调整推荐效果。 

在工业界, 人工复审环节是重中之重, 对重排

结果进行人工二次审核, 审核策略一般按稿件类型

和安全等级进行全审和盲审。针对高危、敏感等级

稿件进行全审, 其他类型进行盲审。稿件通过人工复

审后, 才会形成进入最终推荐稿件列表。 

2.2  新闻推荐算法分类 
推荐算法是推荐系统中的核心, 在很大程度上

决定了推荐系统效果和性能。目前, 对推荐算法的分

类并没有统一的标准, 很多学者从不同角度对推荐

算法进行分类, 本文从推荐模型角度, 将产业界新

闻推荐领域应用较为广泛的推荐算法分成以下几种: 

协同过滤方法、矩阵分解方法(Matrix Factorization), 

聚类、深度学习方法。 

协同过滤是利用集体智慧的一个典型方法, 协

同过滤及其扩展方案是最常用的推荐算法之一。当

向用户推荐某些新闻内容时, 最合乎逻辑的是找到

兴趣相似的人, 分析其行为, 并向用户推荐相同的

内容; 或者查看与用户之前的喜好相类似的内容, 

并进行推荐。协同过滤两种基本方法: 基于用户的协

同 过 滤 (user-based) 和 基 于 内 容 的 协 同 过 滤

(item-based)。在这两种情况下, 一般推荐的步骤如下: 

(1)收集用户偏好及行为数据, 如阅读、点赞、评论转

发等; (2)对数据进行降噪以及归一化操作得到一个

用户偏好的二维矩阵; (3)计算用户间或者内容间相

似度, 常见的计算方法有: 欧几里德距离、皮尔逊相

关系数、余弦相似度、Tanimoto 系数等。计算得到

的两个相似度将作为基于用户、内容的两项协同过
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滤的推荐依据。 

矩阵分解算法的核心思想是利用用户-内容的评

分矩阵, 分解出潜在特征, 然后预测用户对关注或

阅读过的内容的评分, 将得分高的内容作为推荐项。

在获得用户评分矩阵后, 利用矩阵分解的方法将用

户评分矩阵分解为两个低秩矩阵(用户特征矩阵和内

容特征矩阵)的乘积, 将用户和内容嵌入到同一个 k

维的向量空间。用户向量和内容向量的内积代表了

用户对内容的偏好度。因为 k 维向量空间的每一个维

度不具备与现实场景对应的可解释含义, 所以矩阵

分解算法的可解释性较差。 

协同过滤以及矩阵分解都是有监督的机器学习

方法, 在推荐系统中也可以利用无监督的方法-聚

类。在推荐中可利用 K-Means、密度聚类(Density- 

based spatial clustering of applications with noise, 

DBSCAN)、高斯混合模型(Gaussian Mixed Model, 

GMM)等聚类算法对用户或者内容的分组, 随后从

分组内挑选内容推荐给用户。在实际推荐系统构建

中 , 聚类方法一般适用于系统初期用户数据量不

足的场景, 或者作为协同过滤的补充, 降低计算复

杂度。 

在过去十年中, 神经网络取得了长足的发展。如

今已被广泛应用, 在某些领域正在逐步取代传统的

机器学习方法。深度学习模型应用于推荐算法既可

以有效获取非线性和重要的用户-内容关系, 还可以

在高层中获得更实用的抽象特征, 从大量冗余信息

数据中获取复杂的关系, 如上下文、文本、图片等信

息。深度学习在推荐系统中既可以作为独立模型使

用, 如 Neural Collaborative Filtering (NCF)[23], Cross- 

domain Content-boosted Collaborative Filtering 
(CCCFNet)[24], Deep Factorization Machine 

(DeepFM)[21]等; 也可以结合传统的推荐方法使用, 

如利用 MLP 进行用户内容间非线性拟合[25]、利用

CNN 提取局部和全局信息、利用 RNN 提取序列信

息[26]、利用 DSSM 进行语义匹配[27-28]等。 

3  新闻推荐算法风险分析 

3.1  新闻推荐算法风险分析 
新闻推荐算法在使用过程中, 存在危害国家和

社会安全、用户安全和新闻推荐平台安全等三方面

风险。国家和社会方面, 第一主要是推荐算法易被不

法人员用于操纵舆论导向, 进行网络意识形态垄断, 

窄化人们思想, 威胁国家意识形态安全; 第二是内

容质量问题, 如果互联网中充斥着大量的劣质内容, 

不利于国家精神文明建设和网民积极向上的价值观

的形成。用户方面, 主要是用户数据隐私风险和算法

偏见问题、信息茧房问题。新闻推荐平台方面, 主要

是用户对新闻推荐平台和推荐结果的信任问题及新

闻推荐平台和用户行为的抵赖问题。 

内容质量问题。个性化推荐在新闻推荐系统中

广泛应用和自媒体的兴起, 低俗内容泛滥, 内容质

量无法得到保障, 失去价值引领的属性。内容质量问

题由新闻推荐平台管理和推荐算法两方面引起, 新

闻推荐平台侧对内容源及质量的分级分类管理体系

不够完善, 存在漏检隐患。推荐算法依赖用户画像、

行为特征、兴趣特征等推荐主题、关键词相关性较

高的内容, 并不对内容来源、质量进行核验。 

信息茧房。在个性化推荐领域, 推荐算法向用户

推荐的大多是其感兴趣的信息。随着时间的推移, 这

将导致推荐内容逐渐同质化、信息阈逐渐收窄, 甚至

加重用户群体阶层极化现象。 

算法偏见问题。新闻推荐平台为了提高推荐算

法推荐的精准性, 训练数据中会引入诸如性别、年

龄、职业, 甚至种族等敏感特征, 这一做法违背了算

法中立性的原则, 间接造成算法偏见问题。随着用户

不断循环反馈, 推荐算法模型迭代调整, 偏见问题

将被逐渐加强。 

用户数据隐私问题。推荐算法效果的优劣, 关键

因素在于用户特征的质量, 而用户特征质量主要由

用户数据资源决定。新闻推荐平台在对用户数据采

集、分析和挖掘过程中, 存在用户不知情情况下, 过

度采集和滥用, 造成用户隐私数据泄露的风险。当前, 

用户数据的采集范围、跨平台使用方式、用户对隐

私数据的可控程度, 是相关监管部门、用户迫切关心

的问题。 

信任问题包括用户对个人数据采集和使用的信

任、对推荐结果信任。通常用户无法得知推荐平台

采集了哪些数据及如何使用, 因此存在对新闻推荐

平台关于个人数据信任问题。用户在新闻平台上所

见的内容, 主要依赖机器和推荐算法完成。推荐算法

是大多使用黑盒化模型, 透明度低, 甚至研发人员

都很难解释推荐算法底层机理和推荐结果, 用户更

是被动接受推荐结果。如何让用户更大程度上信任

新闻推荐平台、推荐算法的决策结果, 引起了学术

界、产业界的广泛关注和研究。 

抗抵赖问题。新闻推荐平台上常存在一些恶意

用户在发布低质内容或者产生一些恶意的行为, 这

些内容或者行为会对平台、对其他用户产生一些不

利的影响, 事后这些恶意用户可能会尽力去删除或

者损毁这些行为证据以逃避、抵赖社会追责。因新
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闻推荐平台的封闭性 , 新闻平台侧在对用户数据

的采集和使用、推荐结果的展示等做出不当行为时, 

可能存在删除或损毁操作 , 以抵赖相关监管部门

的查证。 

以上问题可统一归为公平性、可解释性和抗抵

赖性三类问题。随着新闻推荐算法应用的广泛性, 相

关监管部门和研究学者大多从公平性和可解释性研

究内容质量、信息茧房、算法偏见、用户数据隐私

等问题, 本文在公平性和可解释性基础上, 首次将

抗抵赖性引入作为新闻推荐算法安全问题之一。 

3.2  推荐算法安全风险应对现状分析 
在推荐算法早期发展和应用的进程中, 产业和

学术界通常倾向于追求算法模型的性能指标, 如准

确度、精确度和召回率等。近几年, 随着推荐算法应

用, 人们逐渐意识到算法安全、公平问题的重要性。

因推荐算法属于智能算法的一种, 本文从智能算法

安全角度, 梳理国内外政府、学者从政策、标准规

范[29]和学术方面对算法安全问题进行的前瞻性研究

和探索进展。 

(1) 政策方面, 从总体政策举措看, 美国注重在

公共数据资源和人工智能安全设计方面要求。2016

年, 美国国防部先进研究项目局(DARPA)资助并启

动可解释性人工智能项目 XAI(Explainable AI), 旨在

研究实现包含可解释性技术和模型的通用新型机器

学习技术, 一方面使得用户理解、信任算法决策结果, 

一方面便于算法平台和监管部门有效管理人工智能

系统。2017 年发布的《算法透明和可责性声明》[30]

中提出了可解释、数据来源保护、可审查性、验证

和测试等准则。2019 年在《国家人工智能研究与发

展战略计划》中将人工智能系统安全、开发可共享

的公共数据集和环境作为战略重点之一。此外, 美国

立法者要求 Twitter、 YouTube 和 Facebook 等互联

网企业提高算法透明度, 并评估算法是否存在不公

平性。2021 年 2 月美国布鲁金斯学会呼吁重启美国

会技术评估办公室, 针对人工智能发展可能带来的

算法嵌入、算法公平性、算法透明度等问题, 提出缓

解建议。 

欧盟在隐私数据保护方面较为重视, 已经出台

的《通用数据保护条例》(GDPR)中明确赋予个人决

定隐私数据使用范围的权利。英国在《人工智能在

英国: 准备、志向与能力？》报告中, 提出人工智能

应有可理解性和公平性原则, 以及保护个人数据权

利或隐私原则, 鼓励在重要领域研制可解释性的人

工智能系统, 研究训练数据和算法的审查和测试机

制, 探索数据访问和共享的有效措施。2019 年欧盟

委员会发布的《可信赖人工智能伦理指南》(Ethics 

Guidelines for Trustworthy AI)[31]中的公平准则要求

人工智能系统的开发、部署和应用要坚持实质公平

和程序公平, 确保利益和成本的平等分配、个人及群

体免受歧视和偏见。 

日本人工智能学会(JSAI)发布的《日本人工智能

学会伦理准则》中要求遵循和实践尊重隐私、公正

和安全原则。加拿大发布的《可靠的人工智能草案

蒙特利尔宣言》中提出隐私是人工智能发展过程中

应当遵守的道德原则之一。 

我国也已经开展智能算法在相关领域中的规制

方法。国务院在 2017 年的《新一代人工智能发展规

划》[32]中提出了实现具备高可解释性、强泛化能力

的人工智能的目标。此外, 我国已经将算法纳入监管, 

2019 年出台的《网络信息内容生态治理规定》[16], 针

对算法推荐引发的负面影响, 明确了推荐算法的分

发方式, 要求企业持续优化算法模型, 在利用算法

决策时, 确保算法的准确性、公平性等。 

(2) 标准规范方面 , 2017 年国际标准化组织

(ISO/IEC JTC1)成立人工智能的分委员会, 开展的标

准研制工作中涉及人工智能可信度、鲁棒性评估、

算法偏见等主题。ITU-T 于 2017—2018 年组织的“AI 

for Good Global”峰会中, 重点关注了人工智能技术

可信的战略问题。电气与电子工程师协会(IEEE)正在

研制 IEEE P7000 系列标准 IEEE P7002《数据隐私处

理》、IEEE P7003《算法偏差注意事项》、IEEE P7011

《新闻信源识别和评级过程标准》等。 

我国对算法安全标准方面的工作, 集中在算法

模型、数据、基础设施、产品和应用相关的安全标

准。2018 年我国首个人工智能深度学习算法标准《人

工智能深度学习算法评估规范》(T/CESA 1026-2018)

发布, 目标旨在发现深度学习算法中影响算法可靠

性的因素及如何提高算法可靠性。规范中提出了深

度学习算法的评估指标体系、评估流程等内容, 指导

深度学习算法相关方对深度学习算法的可靠性开展

评估工作。在数据安全领域, 国家标准《信息安全技

术 个人信息安全规范》(GB/T 35273-2020)和《信息

安 全 技 术  个 人 信 息 去 标 识 化 指 南 》 (GB/T 

37964-2019)等已经发布。国家标准化管理委员会等

五部门联合印发《国家新一代人工智能标准体系建

设指南》[33]中, 提出人工智能数据、算法和模型安全

标准, 包括数据安全、隐私保护、算法模型可信赖等。 

(3) 学术研究方面, 算法可解释性和公平性是当

前的突出问题和研究重点。 

Miller[34]从非数学层面定义可解释性是人们能
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够理解决策原因的程度。如果一个推荐算法的决策

比另一个推荐算法的决策能让人更容易理解, 则认

为前者具有更高的可解释性。算法可解释性的概念

起源于 2014 年[35], 近年来算法可解释性问题受到了

政府、产业界和学术界的广泛关注和深入研究[36]。 

推荐算法的解释目标是以用户为导向的推荐结

果解释和以模型为导向的模型机制的解释, 建立用

户与推荐平台间的信任关系的同时, 指导算法工程

师进行特征工程和调试算法模型。 

当前, 算法可解释性方法包含按建模周期流程

划分及按解释范围划分。按照建模周期流程划分, 即

分为建模前、建模中、建模后三个阶段, (1)建模前的

可解释性重点关注数据的可解释性, 针对大规模或

高维数据, 通过统计分析及交互式可视化等方法, 

多层次角度理解数据的特征分布, 进而支持人类决

策; (2)建模中的可解释性是模型有关可解释性, 即深

度可解释, 实现对算法模型的机理及执行过程的可

解释, 如简化成回归模型、树模型、图模型等进行解

释; (3)建模后的可解释性是模型无关可解释, 是当前

研究尝试最多的方向。主要通过不同的手段来解释

算法模型的决策依据, 测试决策依据对推荐结果的

影响程度 , 经典方法包括敏感性分析 (Sensitivity 

Analysis)[37] 、 基 于 梯 度 的 方 法 (Gradient-based 

Methods)[38]、全局或局部代理模型(Surrogate Mod-

els)[39]、知识蒸馏(Knowledge Distillation)[40]、隐藏层

可视化等。按照解释对象角度, 近年来, 面向用户的

推荐可解释性方式, 主要包括异构信息建模[41-42]、知

识增强[43-44]和反事实解释[45]等, 在解释推荐结果的

同时不断优化推荐质量。按照解释范围分为全局可

解释和局部可解释, 全局可解释是从数据及特征、输

入参数、模型结构等方面对整个算法模型的决策进

行解释, 比如影响决策的关键特征的分布、特征之间

如何相互作用等。局部可解释是指在不考虑算法模

型内在结构的前提下, 对特定一条样本或一组样本

的预测结果进行解释。局部可解释的预测结果可能

只依赖于某些线性或单调性的特征, 相对全局可解

释, 具有更高的准确性。 

算法模型可解释性的工程实现方面, 包含演进

式可解释算法模型和全新式可解释算法模型两种思

路。演进式可解释算法模型是在不改变现有算法模

型的前提下, 将解释模块集成至推荐系统中, 实现

算法模型的可解释性; 全新式可解释算法模型是重

新设计和实现算法模型, 在设计理念中, 融入可解

释性功能。 

算法的公平性旨在研究实现推荐算法的决策结

果对受众和内容生产者的个人或群体不存在因其固

有或后天属性所引起的算法偏见。造成算法不公平

性的主要原因包括 4 种: (1)多样性不足, 新闻推荐平

台可能为追求利益最大化, 将流量大、热门或存在利

益相关的内容排名靠前, 导致曝光内容多样性不足, 

进而造成对受众和内容生产者两方的不公平性; (2)算

法偏见, 个性化推荐是“千人千面”的差异化推荐, 

新闻推荐平台将敏感属性作为训练特征, 优化对不

同人群的推荐内容及内容结构。此类算法偏见严重

破坏了受众的公平性; (3)信息茧房问题, 在降低用

户公平性的同时, 将加剧社会价值分层; (4)优质但

冷门的内容得不到曝光机会, 也是对内容生产者的

不公平。 

针对以上推荐算法中的公平性问题 , 近几年 , 

国内外相关监管部门和研究学者开始重点关注, 但

公平性相关解决方案仍处于初期探索阶段。 

国外互联网企业如 Facebook、YouTube 等开始

尝试探索推荐算法公平性问题, 以便给予用户更大

的控制和选择权限。例如, Twitter 曾表达了研究用户

对算法选择, 实现用户控制自己使用算法的愿景, 

同时宣布启动研究算法公平性的计划, 评估其使用

的算法是否存在潜在危害。Facebook 在 2020 年已经

成立算法偏见相关问题研究团队。微软在 2018 年表

示开发了一套新工具, 用来判断人工智能算法是否

存在偏见, 帮助互联网安全使用人工智能算法, 并

及时捕获安全风险。YouTube 对其推荐算法模型作出

一系列调整, 如拒绝某类内容推送, 以便用户可以

更容易地探索主题和内容。 

中国信息通信研究院发布的《人工智能安全框

架(2020)》[46]中提出算法公平性保障是算法安全技术

之一, 可从算法公平性约束和偏见后处理两方面保

障算法公平性。推荐算法公平性的研究主要从数据

公平性、内容公平性、用户公平性、算法模型公平

性等角度进行研究。推荐算法的公平性是涵盖受众、

内容生产者、推荐平台三方的多目标公平性[47-49], 一

般采用多目标优化方法, 既保障对受众的公平性, 

也保障内容的多样性。当前研究方向主要集中在数

据角度、受众角度、内容角度、多目标角度等。 

数据角度, 如果算法模型输入数据未使用诸如

性别、年龄、受教育程度、种族等敏感属性, 则视为

是公平的。一般通过机器或人工干预机制对推荐结

果核查来解决数据公平性问题。 

用户角度, Hongyu Lu 等人[50]从受众满意度角度, 

研究受众在阅读前、阅读后、后任务三阶段的动态

偏好, 提升受众偏好的捕获准确度, 并同步提高推
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荐质量。组推荐旨在向兴趣相同、社会关系粘性强

的群组推荐内容, 例如谷歌 Beutel Alex 等人[51]通过

提出成对公平性、组内成对公平性和组间成对公平

性指标, 实现对推荐系统排名公平性的无偏度量。文

章[52]认为同一群组内的受众, 感兴趣的内容有相似

之处, 因此将组分为长期型组, 如一家人、长期好友; 

另一种是短期型组, 如兴趣爱好暂时趋于相同的一

群人。文章[53]以排名敏感的方式平衡被推荐内容在

组成员间的相关性, 并利用贪心算法 GFAR 寻找

top-N。文章[54]设计了一种重新排序的方法, 通过在

评估指标上添加约束来缓解优势组和劣势组的推荐

质量的不公平性问题。 

内容角度, 研究人员主要从流行度偏差[55]、位置

偏差[56]、曝光偏差[57]等方面研究如何提高内容在推

荐选择、排名等方面的公平性[58]。流行度偏差主要

问题是热度低或不流行的内容得不到有效推荐, 一

般解决方法是对内容赋予热度权重, 通过升权和降

权, 调整内容展示的机会、位置等。位置偏差中排名

靠前的内容更容易被用户注意且产生互动, 但这不

足以代表用户的真实偏好。算法模型在获取用户偏

好时出现偏差, 一般缓解方法是将位置特征作为输

入参数, 或者构建用户行为模型并应用于推荐模型。

曝光偏差是对没有机会展示的内容的不公平, 进而

产生马太效应问题, 简单解决办法是通过探索机制, 

对于新内容和历史曝光机会比较少的内容, 给予一

定的探索机会, 提升用户对内容的可见度, 如使用

汤普森采样的方法将排序较后的内容, 设置一定的

概率呈现在较前的位置、设置用户行为无关的内容

特征、利用贪心方法进行推荐结果校准等。 

理论上, 在保障多目标公平性时, 提升一方的

公正性, 另一方的公正性则会降低, 同时降低整体

推荐质量。近年来, 研究学者关注于多目标公平均衡

问题, 寻求一种解决方案, 平衡内容提供者和受众

的多方公平性, 如文章[59]和[60]。前者通过分析推

荐质量、受众公平性和内容提供者公平性之间的关

系, 提出一种面向受众和内容提供者的双方公平性

的推荐模型 TFROM, 以保障双方的公平性。后者将

推荐公平性问题映射为不可分割物品的公平分配问

题, 以此提出 FairRec 算法, 保证大多数内容提供者

中至少一个能够获得最大份额的曝光率, 而且每个

受众拥有相对较好的公平性。Robin Burke 等人[49]证

明了一种改进的稀疏线性方法 SLIM, 可以改善受众

和推荐内容邻域之间的平衡, 在提高推荐公平性的

同时, 最大程度降低排序性能损失。 

4  可信评价指标体系 

当前, 国内外对推荐算法的可信评价研究仍是

空白。本文将从公平性、可解释性、抗抵赖性三方

面建立评价新闻推荐算法的可信指标体系, 共划分

成三级指标, 如表 1 所示。一级指标包括公平性、可

解释性和抗抵赖性。公平性包括生产者侧、内容侧、

受众侧和算法模型侧; 可解释性包括数据可解释性、

模型可解释性和推荐结果可解释性; 抗抵赖性包括

受众侧和平台侧。公平性、可解释性和抗抵赖性是

正相关关系, 当公平性和抗抵赖性越强、可解释程度

越高, 新闻推荐算法的可信度越高。 
 

表 1  推荐算法可信评价指标 

Table 1  The trust evaluating indicators of 
recommendation algorithms 

一级指标 二级指标 三级指标 

生产者被推荐率 
生产者侧 

稿源可信度 

稿件池主题覆盖度 

新闻实时性 

新闻真实性 
内容侧 

内容规范性 

相似个体间推荐内容偏差 

是否进行群组划分 受众侧 

是否进行兴趣探索 

训练数据是否使用敏感属性 

推荐内容分布与受众兴趣分布偏差

推荐内容覆盖率 

最近 N 小时新闻推荐率 

同质内容推荐率 

受众覆盖率 

公平性 

算法模型侧 

冷门内容推荐率 

受众关键特征 

内容关键特征 数据可解释性

特征及关系可视化 

参数可解释 

模型可解释程度 模型可解释性

是否具备解释功能或模块 

解释准确率 

可解释性 

推荐结果 

可解释性 解释有效性 

发布内容存证 
受众侧 

交互行为存证 

采集内容存证 

历史推荐内容存证 

抗抵赖性 

平台侧 

训练数据有效特征存证 

 

(1) 公平性 

公平性应从内容生产者、内容本身、受众、算
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法模型等方面实现对用户的公平。 

生 产 者 侧 指 标 包 括 生 产 者 被 推 荐 率

(recommendation rate of producer, RRP)和稿源可信度

(credibility of sources, CS)。 

生产者被推荐率是指新闻推荐算法对平台上内

容生产者的推荐率。计算公式如下:  

R

All

User
RRP

User
  

其中, RUser 是被推荐的受众数, AllUser 是新闻平台

所有受众数。生产者被推荐率越高, 对生产者越公平。 

稿源可信度是指新闻稿件来源的可信, 新闻稿

件来源于国家互联网信息办公室发布的《互联网新

闻信息稿源单位名单》[61], 政务机构、新闻媒体机

构和其他被授权发布时政信息的单位的 , 可信度

高。此外, 依据包含除此之外的来源比例, 逐步降低

可信度。 

内容侧指标细分为稿件池主题覆盖度(coverge 

of news theme, CNT)、新闻实时性(real time, RT)、新

闻真实性(authenticity)和内容规范性(normativity)。 

稿件池主题覆盖度是新闻平台稿件池中内容主

题占新闻领域总主题数的比率。计算方式如下:  

Exist

All

T
CNT

T
  

其中, ExistT 是新闻平台稿件主题数, AllT 是新闻主题

类别总数。稿件池主题覆盖度应接近 100%, 且覆盖

度越高, 对受众的公平性越高。 

新闻实时性指新闻被推荐给受众的时效。新闻

实时性不应晚于新闻本身的时效。新闻实时性越高, 

对受众的公平性越高。 

真实性是新闻应具备的基本原则之一。新闻内

容在呈现给受众前, 应进行真实性检测。当真实性检

测模型准确率达 90%以上时认为具备真实性。新闻

真实性越高, 对受众的公平性越高。 

内容规范性是指新闻内容应满足健康向上、能

够弘扬正确价值观, 不含违法不良信息。当一条新闻

内容违反内容规范性要求时, 直接违背了受众获取

健康内容的公平性权利, 极大降低了推荐算法的可

信度。 

受众侧指标可细分为相似个体间推荐内容偏差

(news bias of similar individual, NBSI)、是否进行群组

划分(is groups, IS)和是否进行兴趣探索(explore in-

terest, EI)。 

通常相似个体间接收的推荐内容一致或接近一

致, 被认为具有高公平性。相似个体间推荐内容偏差

是指相似个体间被推荐内容的不同程度。计算方式

如下:  

-A B A B

A B

News News News News
NBSI

News News

 



 

其中, ANews 和 BNews 是对个体受众 A 和 B 推荐的

新闻。考虑个体相似度计算偏差, 可对 NBSI 设置一

个阈值, 当 NBSI 大于该阈值时, 认为是对受众存在

不公平性, 而且将随着 NBSI 增大而加剧。 

通常, 群组划分是平台为了提高个性化推荐效

果。但根据用户偏好、位置、职业等属性将用户划

分群组, 在一定程度上降低了受众公平性, 将加剧

社会分层。 

兴趣探索是为了挖掘用户兴趣点, 拓宽推荐范

围和优化推荐效果。若推荐算法中运用兴趣探索机

制, 不仅一定程度上增加了内容多样性, 还将增大

对受众的公平性。 

算法模型侧的三级指标包括训练数据是否使用

敏感属性(sensitive attributes, SA)、推荐内容分布与受

众 兴 趣 分 布 偏 差 (bias between news and user, 

BBNU)、推荐内容覆盖率(coverge of recommended 

news, CRN)、最近 N 小时新闻推荐率(recent N-hour 

recommendation rate of news, RNRR)、同质内容推荐

率 (recommendation rate of homogeneous content, 

RRHC)、受众覆盖率(coverge rate of user, CRU)和冷

门内容推荐率(recommendation rate of non-popular 

news, RRNN)。 

训练数据中使用敏感属性是间接地对受众实施

分级分类, 造成的显式不公平。明确敏感属性范围和

分级分类, 根据使用敏感属性的级别和类别, 对模

型侧公平性进行分级量化。 

推荐内容分布与受众兴趣分布偏差是指因算法

模型推荐的精准度问题, 造成推荐的内容分布与受

众兴趣分布有一定偏差。该偏差与公平性是负相关, 

偏差越小, 公平性越高。 

user newsBBNU Q F -  

其中 userQ 是受众兴趣分布 , newsF 推荐算法为受

众 user 推荐的内容分布, 若 BBNU 为常量, 认为

无偏差。  

推荐内容覆盖率是指推荐算法推荐的内容占稿

件池中内容的比率, 计算公式如下:  

u

All

C
CRN

C
  

其中, uC 是推荐给受众 u 的内容量, AllC 是稿件池

中内容总量。推荐内容覆盖率越高, 表示推荐算法的

内容分发能力越强, 公平性也越强。 

最近 N 小时新闻推荐率表示在某一时间点, 推
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荐最近N小时内生产的新闻的量与总推荐量的比率。

计算公式如下:  

news

All

N
RNRR

R
  

其中, newsN 是推荐的最近N小时内生产的新闻数量, 

AllR 是推荐新闻总量。最近 N 小时新闻推荐率越高, 

代表推荐算法对新闻推荐的时效性越高, 推荐算法

公平性越强。 

属于同一分类、同一话题和同一作者的内容称

为同质内容。同质内容推荐率是指在向单个受众的

一次推荐中, 同质内容量与所有推荐内容的比率。计

算公式如下:  

h

All

R
RRHC

R
  

其中, hR 是推荐的同质内容量, AllR 推荐内容总量。

同质内容推荐率越高, 推荐算法在内容多样性方面

能力越低, 推荐算法的公平性越低。 

受众覆盖率是指被推荐受众占总受众量的比

率。计算公式如下:  

u

All

R
CRU

U
  

其中, uR 是被推荐受众量, AllU 是总受众量。对一条

新闻来讲, 受众覆盖率越高, 对受众越公平。但不同

类别新闻的受众覆盖率不同, 如时政类新闻应比娱

乐类新闻受众覆盖率高。在推荐平台经济效益的策

略下, 受众覆盖率应设置一个最低阈值, 每种类别

新闻的受众覆盖率不应低于该阈值。 

保证冷门内容推荐率是推荐内容多样性的保

障措施之一, 冷门内容推荐率是指在一次推荐中, 

对非流行的新闻内容占推荐总量的比率。计算公式

如下:  

n

All

R
RRNN

R
  

其中, nR 是推荐的冷门内容量, AllR 是总推荐内容

量。冷门内容推荐率的合理性, 是对冷门内容公平性

的有效保障。 

可解释性是增强推荐算法透明性的有效方法, 

可解释性越强, 推荐算法可信程度越高。本文从数据

层面、算法模型层面和推荐结果层面分析推荐算法

可解释性评价指标, 具体分为数据可解释性、模型可

解释性、推荐结果可解释性。 

数据可解释主要从受众和新闻内容的具有影响

力特征及关系是否可视化来评价, 评价指标包括受

众关键特征、内容关键特征和特征及关系可视化。

如果推荐平台具备解释关键特征和可视化展示特征

及关系的能力, 说明具备数据可解释性。 

算法模型的可解释性主要面向算法开发人员, 

有利于增强对模型的调参和优化。通常情况下, 算法

模型基本是一个黑盒, 因此可从参数可解释、模型可

解释程度及是否具备解释功能或模块三个指标进行

解释。 

参数是推荐算法模型的重要组成部分, 在模型

构建和优化的过程中, 应对参数的初始化值和调参

的依据、目标进行明确和记录, 增强模型参数的可解

释性。 

推荐算法可根据使用的模型类别, 判断模型可

解释程度。如逻辑回归、树、图等统计学模型可根

据规则进行推理解释, 因此可解释程度较高。而深度

学习模型、混合模型等因网络复杂度高、黑盒化程

度高, 可解释程度低。 

当前算法解释功能或模块的研究仍处于研究初

期, 主要路线分为演进式和全新式, 演进式推荐算

法模型是独立于当前推荐算法模型运行的解释模块, 

即浅层解释方法, 主要解释输入和输出的因果关系。

全新式推荐算法模型致力于研究内置的解释功能, 

即深层解释方法, 从算法模型原理角度解释每一步

执行的过程。若一个推荐算法模型具备可解释功能

或模块, 代表具备可解释性, 且深层解释方法比浅

层解释方法具有更高的可解释程度。 

推荐结果可解释性主要面向受众, 使其更好的

理解和信任推荐结果。当前, 推荐结果的解释已经广

泛应用于新闻推荐平台, 且大幅度提高了流量。如基

于好友关系的解释, 可通过说明多少好友感兴趣、哪

位好友已经关注等方法进行解释。推荐结果可解释

性主要包括推荐准确率和推荐有效性。解释准确率

一方面标识着用户对推荐结果的信任度, 另一方面

代表推荐算法的解释能力。解释有效性可通过可解

释性推荐结果产生的效益进行量化。解释准确率越

高、解释有效性越强, 表示推荐算法可解释性越高。 

一个可信的推荐算法应避免和预防受众、内容

生产者等用户和新闻平台对各自的违法或不当行为

进行抵赖, 因此抗抵赖性也应是推荐算法可信评价

中的一个重要指标。 

抗抵赖性指标按照对象可分为指标用户侧、新

闻平台侧两个维度, 分别对用户、平台两方的行为进

行评价。 

用户在系统中发布内容, 产生评论、点赞等行为, 

新闻平台应有能力记录详尽的产生、传播、销毁等

过程, 即分别对发布内容和用户与平台间的交互行
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为进行存证。按照存证期限可将系统划分 5 个级别: 

日、周、月、季、年; 按照存证粒度的粗细可划分两

个级别: 最终版本存证、历史修改存证。 

新闻平台侧也应记录自身系统数据流转过程中

的采集、训练、干预等行为和推荐结果数据, 供相关

部门或者社会进行监管。按照推荐算法数据流程, 一

般分为数据内容采集、模型训练、结果干预、结果

推荐 4 个主要步骤。针对该 4 个步骤, 新闻平台均应

具备记录存证的能力, 即分别需要记录推荐算法采

集的数据源、数据范围、数据类型等内容, 记录算法

模型训练日志、训练参数, 记录面向不同受众的历史

召回、排序的结果。 

5  总结与展望 

近些年, 互联网信息数据量急增, 信息过载问

题日益严重, 随着人工智能技术迅速发展, 推荐算

法尤其是个性化推荐得到了前所未有的发展。作为

推荐算法一大应用场景, 新闻推荐不仅改变了内容

分发方式, 且便利了用户获取自身需要的新闻内容。

但依靠算法实现推荐推送, 用户被动接收新闻推荐

的形式, 逐渐引起信息茧房、算法偏见等问题。因此

国内外监管部门、研究学者越来越关注如何提高推

荐算法可解释性、公平性等。但针对新闻推荐算法

的可信评价的研究仍是空白。 

本文主要研究新闻推荐算法的可信评价。首先

深入分析新闻推荐算法的关键要素, 研究产业界当

前应用的主流推荐算法。通过分析新闻推荐算法现

存的风险, 梳理了国内外相关监管部门、研究学者及

推荐算法一线研发人员, 从政策、标准规范、学术研

究等方面在算法公平性、可解释性等方向的研究探

索的成果。本文最后面向生产者、受众、算法模型、

新闻平台等参与角色, 从公平性、可解释性和抗抵赖

性三方面建立了一套新闻推荐算法可信评价指标体

系, 分析各指标对新闻推荐算法可信的影响, 并定

性或定量分析。本文提出的推荐算法可信评价指标

体系填补了推荐算法可信评价研究领域的空白, 同

时为新闻推荐算法在可信方向的技术演进提供思路, 

为智能算法治理相关工作提供有力参考。 

未来研究工作重点将在本文中提出的指标评价

体系的基础上, 建立更为严谨的评价指标, 结合推

荐算法具体应用场景, 研究可量化的评价方法。此外, 

研究高效、准确的自动化推荐算法可信测评技术和

工具, 探索推荐算法可信性分析, 验证其在新闻等

多领域的有效性, 同时为智能算法的可信研究给予

参考。 
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